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요 약

           본 논문은 자율주행 기술의 핵심 부분인 Drivable Area Segmentation에 대규모 데이터세트를 활용하는 과정에서 발생
           발생하는 높은 Labeling 비용 문제를 해결하기 위해 Pseudo-Labeling 기술을 탐구한다. 이 기술은 통해 모델이 스스로

레이블을 생성하고 학습하여 Labeling 비용을 줄이는 동시에 성능 향상을 목표로 연구를 진행했다. 본 연구로 통해 같은
모델로 Labeling하고 학습하면 성능이 0.18% 안 좋아지므로 다른 모델을 활용해서 Pseudo-Labeling 기술을 활용하면 좋고,

Pseudo-Labeling은 Labeling 하는 모델의 성능에 비례해서 학습하는 모델의 성능이 항상 한다.

Ⅰ. 서 론

 자율주행기술의발전은지난몇년간비약적인진보를이루었다. 이러한

진보의핵심에는대규모데이터세트의활용과이를통한정밀한알고리즘

학습이자리잡고있다. 특히, BDD100K[1] 데이터세트는다양한주행환

경과상황을포괄하는방대한데이터를제공함으로써, 이분야의연구에있

어중요한자원되고있다. 본연구는BDD100K의Drivable Area Segmen

tation 데이터세트를활용하여, Pseudo-Labeling[2] 방식이Drivable Ar

ea Segmentation 학습에성능향상에어떻게기여될수있는지탐구한다. 

Pseudo-Labeling이란기술을사용하여레이블이지정되지않은데이터에

대해, 모델이스스로가레이블을생성하고학습활용하는방식즉 semi sup

ervised learning[3]을말한다. 이러한방법은대규모데이터세트에서엄

청난 Labeling 비용을감소시키기위해서사용한다.

Ⅱ. 본론

 본 논문에 사용하는모델로는Efficient-Net-V2M[4]-FPN(Feature P

yramid Networks) [5] 기반으로학습하였고ResNet50[6] , Swin-Tran

sformer-L [7]도사용해서 Pseudo-Labeling을추가해서성능을비교했

다. Vision 분야에서Transfomer 기술을적용한ViT(Vision Transforme

r)[8] 제안되었다. 원래자연어처리에사용되던Transformer 기술을사용

하여, 기존의 CNN(Convolutional Neural Network)의기술을뛰어넘는

새로운대안으로자리잡았다.

그림 1. Pseudo-Labeling 예제

1. 실험

 본 논문에서는 BDD100K의데이터7만장을절반으로나눈후A, B로지

정하고실험을진행하였다. 데이터세트 A를 사용하여 초기 모델 학습을 수

행한 후, 이를 기반으로 데이터세트 B에 대해 두 가지 다른 접근 방식을

이용하여 실험을 진행했습니다. 

 첫 번째 접근 방식에서는 데이터세트 B를그림 1과같이 Labeling 하여

'B-Pseudo_Data'라는 새로운 데이터세트를 생성합니다. 이후, 데이터세

트 A로 사전 훈련된 모델에 B-Pseudo_Data와 B-Ground-Truth-Data

를 사용하여 추가 학습을 진행합니다.

 두번째 접근 방식에서는 A의 사전학습 없이 오직 데이터세트 B만을사

용하여모델을학습시킵니다. 이 실험은 A 데이터세트의사전학습이없을

때 B 데이터세트에 대한 모델의 성능을 변화의 초점을 맞췄다. 

 또한, 별도의 실험에서는 ResNet, Swin-Transformer, EfficientNetV

2M 모델을 사용하여 데이터세트 A에 대해 학습을 수행하고, 이 모델을

사용하여데이터세트 B에 대한 'Pseudo_Labeling'을진행합니다. 이렇게

생성된 데이터세트는 EfficientNetV2M-FPN에 학습을 수행한다. 이 실

험은 모델의 성능에 따른 성능에 영향을 알기 위해서 실험하였다.

2. 실험 환경

 이용한 실험을 위한 환경으로는 Ubuntu-20.04를 사용하며, 2-way RT

X 4090 GPU에 Tenorflow, pytorch를 사용하였다. 훈련으로는 50 epo

ch 중 최고성능을 IoU(Intersection Over Union)로 도출하였고 손실함

수로는 Dice Loss[9]를 사용하였다. 최적화 알고리즘으로는 AdamW[1

0] 사용하였다.

그림 2. Dice Loss, IoU 예제



IoU
Efficient-Net 49.47%
ResNet 49.42%
Swin-Transformer 50.12

표 1. A-데이터 학습 Intersection Over Union 성능 표

표 2. Intersection Over Union 성능 표

Ⅲ. 결론

 본연구에서는표 2에서사전학습하고 Pseudo-Labeling 한 성능은A to 

B에서 GT와 Pseudo 차이는 0.44%가나고 B에서는 0.31% 가차이가난

다. 사전학습을하면더욱성능차이가나는데동일한모델로만든Pseudo-

Data로학습을진행하면과적합이되어서성능이떨어지는것이라고다음

결과로생각할수있다. 표2에서다른Pseudo_Data로했을때성능이Res

Net으로Pseudo-Labeling 했을때성능차이는 0.21% 이고Swin-Traus

former로봤을때성능은 0.13% 이다. Efficient-Net과 ResNet의표1에

결과를보면ResNet이성능이안좋다. 근데Pseudo_ResNet의성능좋은

걸보면앞서언급한과적합이문제에보인다. 그러므로동일한모델로Pse

udo-Labeling 기술을사용하면과적합의위험이있다는걸알수있다.

 표 1의결과에서 Swin-Transformer , Efficient-Net ,ResNet 순서대로

성능이좋다. 표2에서앞서제일좋은Swin-Transformer 가좋은걸로보

면Pseudo-Labeling은Labeling 하는모델의성능이비례하는걸볼수있

다. 따라서Pseudo-Labeling 기술을사용할때는높은성능의모델을사용

하는게좋다.
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IoU

A to B(Ground-Truth) 50.05%

A to B(Pseudo) 49.61%

B(Ground-Truth) 49.28%

B(Pseudo_EfficientNetV2) 48.97%

B(Pseudo_ResNet) 49.07%

B(Pseudo_Swin) 49.15%


