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요 약  

 
본 논문에서는 기존의 전체 데이터에 대한 데이터 증강 대신, 학습에 도움이 될 것으로 예상되는 데이터를 선별하여, 

선별된 데이터에 대해서만 데이터 증강을 적용한다. 이를 위해 보상의 기대값인 Q-value 를 기준으로 너무 크거나 작은 

값을 트리밍 하고 중간에 위치한 값을 선별한다. 이렇게 트리밍과 데이터 증강을 활용한 방법과, 전체 데이터에 대한 

데이터 증강을 활용한 방법을 비교하였다. 

 

 

Ⅰ. 서 론  

이미지 기반의 데이터 증강 기법은, LeNet-

5[1]에서부터 시작하여, 한정된 양의 데이터를 극복하고 

과적합(Overfitting)을 방지하기 위해 광범위하게 

사용되었다.  또 강화학습 분야에서도 단순 이미지 

데이터 증강만으로 Deepmind Control Suite 

환경[2]에서 성능을 향상시키는데 성공하였다[3]. 

우리는 여기서 더 나아가 선별된 데이터에 대해서만 

데이터 증강을 적용하여, 연산량을 줄임과 동시에 학습 

성능 또한 향상되는지 확인하였다. 데이터 선별에는 

보상(Reward)의 기대값인 Q-value 를 사용하였다. Q-

value 가 작은 데이터는 좋은 학습 방향이 아니므로 

제외(Trimming)하고, 큰 값 또한 과추정(Overestimation) 

일 가능성이 높기 때문에 데이터 증강에서 제외하였다.  

 

Ⅱ. 본론  

제안 방법 

먼저 데이터 트리밍 설계를 위해 학습중에 데이터들의 

Q-value 분포가 어떻게 되는지 살펴보았다. Figure 1 이 

한 학습 사이클에서 보이는 Q-value 분포이다. 학습 

초반에는 가우시안에 가까운 분포를 보이지만, 학습이 

진행될수록 조금씩 평평하게 퍼지는 경향을 볼 수 

있었다. 특히 학습 후반으로 가면 높은 Q-value 의 

분포가 커지는 과추정(Overestimation) 경향 또한 확인 

할 수 있었다.  

기반 알고리즘으로 Double DQN[4] 을 사용했기 

때문에, 한 step 에서 두개의 Q-value 분포가 그려지는 

것을 확인할 수 있다. Double DQN 은 역시 과추정 

문제를 해결하기 위한 기법으로, 두개의 네트워크를 

사용하여 계산한 두개의 Q-value 중에서 더 작은 Q-

value 를 취해서 과추정을 방지하는 기법이다.   

 
Figure 1 학습 중 Q-value 분포 

Q-value 분포에서 작은 값들은, 보상(Reward)의 

기대값이 작기 때문에 데이터 증강에서 제외하고, 큰 

값들은 과추정 되었을 가능성이 높기 때문에 역시 

제외하였다. 이런 트리밍 과정을 거쳐 남은 중앙에 

위치한 50%의 데이터에 대해서만 데이터 증강을 

적용하였다. 이에 더하여, 매 step 에서 트리밍을 

진행하면 반대로 underfitting 문제에 직면 할 수 있기 

때문에, 홀수 step 에서는 트리밍 없이 모든 데이터에 

데이터 증강을 적용하고, 짝수 step 에서는 데이터 

트리밍 후 중앙 50% 데이터에만 데이터 증강을 

적용하는 soft 트리밍 방법을 적용하였다. 데이터 



Figure 4 Cheetah-run 실험결과 

증강방법으로는 검은색 배경 위의 무작위 위치에 원본 

이미지를 붙여넣는 Random Translation 을 사용하였다. 

 

Figure 2 데이터 증강 방법 

실험 결과 

실험은 Deepmind Control Suite 의 Cartpole-

Swingup 과 Cheetah-run 에서 진행하였다. 

Cartpole 환경은 수레에 막대기가 연결되어있는 형태로 

관절이 1 개, Cheetah 환경은 관절이 총 5 개로 

이루어져있어, Cheetah 환경이 더 복잡하고 어려운 

환경이다. Cartpole-Swingup 에서의 결과는 아래 

Figure 2 와 같다. 

Figure 3 Cartpole-Swingup 실험결과 

파란색은 데이터 트리밍과 데이터 증강 모두 적용한 

방법이고, 붉은색이 모든 데이터에 대해 데이터 증강을 

적용한 대조군이다. 5 개의 무작위 시드(Random seed)로 

학습을 진행하고, 평균값을 진한 선으로 표시하였다. 본 

논문에서 제시한 트리밍 방법이 약간이지만 더 좋은 

성능을 보였고, 특히 산포가 줄어든 또 다른 효과도 

보여주었다. 

Cheetah-run 에서의 결과는 아래 Figure 3 와 같다. 

마찬가지로 파란색이 데이터 트리밍 적용 방법, 붉은색이 

대조군이다. 마찬가지로 5 개의 무작위 시드로 실험을 

진행하였다. 대조군과 본 논문에서 제시한 방법 사이에 

유의미한 차이를 찾기 힘들었다. Cartpole 에서 처럼 

산포가 줄어드는 효과도 찾아볼 수 없었다.  

 

Ⅲ. 결론  

본논문에서는 강화학습 환경에서 성능향상과 연산 

효율성을 위해, 데이터 트리밍을 통해 선별한 데이터에 

대해 데이터 증강 기법을 적용해 보았다. Q-value 가 

작은 값 뿐만 아니라, 큰 값까지 트리밍함으로서, 과추정 

문제까지 함께 해결하고자 하였다. 실험 결과 비교적 

단순한 환경인 Cartpole-Swingup 환경에서는 성능의 

개선 뿐 아니라, 무작위 시드별 산포의 감소까지 확인할 

수 있었다. 하지만 상태가 훨씬 복잡한 Cheetah-run 

환경에서는 유의미한 차이를 보기 어려웠다. 복잡한 

환경에서는 soft 트리밍의 하이퍼파라미터를 좀 더 

세밀하게 조절할 필요성이 있는 것으로 보인다. 
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