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요 약  
본 논문은 부호 확률적 경사 하강법 및 다수결 부호 집계 (signSGD-MV)을 부호 이론의 시선으로 접근하여, 최대우도법 

(MLE) 관점에서 최적의 분산 학습 알고리즘인 IT-signSGD 를 제안한다. IT-signSGD 는 그래디언트의 부호 정보만을 

요구하는 signSGD의 뛰어난 통신 효율을 따르면서도, 로그우도비 (LLR) 가중치를 활용하여 학습 참여자들의 연산 능력이 

다를 때의 학습 성능을 향상시킨다. 본 논문의 이론적 분석 및 실험 결과들이 IT-signSGD 의 성능을 입증한다. 

 

Ⅰ. 서론  

본 논문은 분산 학습의 고질적 문제인 통신 비용 및 

사용자들의 이질적 연산 문제를 동시에 고려하는 IT-

signSGD 알고리즘을 제안한다. 분산 학습 시스템에서 

공유되는 그래디언트 정보에 대한 통신 비용은 학습 

모델 크기에 비례하는데, 학습에 사용되는 신경망 모델의 

크기가 기하급수적으로 증가하여 엄청난 통신 비용이 

요구된다. 그 대안으로 각 그래디언트 성분의 부호 

정보만을 활용하여 통신 비용을 기존 대비 32배 줄일 수 

있는 signSGD-MV [1] 알고리즘이 개발되었지만, 

사용자들의 연산 능력에 차이가 존재하는 현실적인 제약 

하에 signSGD-MV 는 잘 동작하지 않는 한계를 가진다. 

IT-signSGD 는 기존의 다수결 부호 집계에 LLR 

가중치를 추가적으로 활용하여, 이질적 연산 환경에 

강인한 특성을 지닌다. 또한 해당 집계 방식은 MLE 

관점에서 최적이라는 이론적 가치도 지니며, 하기될 실험 

결과들은 IT-signSGD 의 우월한 성능을 입증한다. 

Ⅱ. 본론  

본 논문에서 구상하는 분산 학습 시스템은 중앙 

서버와 𝑀명의 사용자들로 구성된다. 사용자 𝑚 ∈ [𝑀]은 

각자의 데이터셋 𝒟𝑚을 보유하고 있다. 학습 모델(인공 

신경망)의 매개변수는 𝐱 = [𝑥1,⋯ , 𝑥𝑁] ∈ ℝ
𝑁으로 표현한다. 

분산 학습의 목표는 학습 목표에 적합한 손실 함수 

𝐹(⋅)를 바탕으로 목적 함수 (1)을 최소화하는 것이다. 

min
𝐱∈ℝ𝑁

𝑓(𝐱) ≔
1

𝑀
∑ 𝔼𝐝∼𝒟𝑚[𝐹(𝐱; 𝐝)]

𝑀

𝑚=1

. (1) 

SGD 최적화 방법을 따르면, 사용자 𝑚은 매 학습 라운드 

𝑡 ∈ [𝑇]마다 각자의 데이터셋 내에서 무작위로 𝐵𝑚 개의 

데이터 샘플들 ℬ𝑚
𝑡 ⊂ 𝒟𝑚 을 선택한다. 이 데이터 

샘플들을 미니배치라고 하며, 이를 이용하여 매개변수 

𝐱𝑡에 대한 그래디언트를 (2)와 같이 연산한다. 

𝐠𝑚
𝑡 =

1

𝐵𝑚
∑ ∇𝐹(𝐱𝑡; 𝐝)

𝐝∈ℬ𝑚
𝑡

∈ ℝ𝑁. (2) 

이후 signSGD 최적화 방법을 따라 사용자들은 각 

그래디언트 성분의 부호 정보 𝑌𝑚,𝑛
𝑡 = sign(𝑔𝑚,𝑛

𝑡 ) 만을 

서버에 전송한다. 중앙 서버는 사용자들로부터 받은 부호 

정보들을 모아 LLR 가중치 다수결 집계 (3)을 진행한다. 

𝑈̂𝑛
𝑡 = sign (∑ log

1 − 𝑝̂𝑚,𝑛
𝑡

𝑝̂𝑚,𝑛
𝑡 ⋅ 𝑌𝑚,𝑛

𝑡

𝑀

𝑚=1

) . (3) 

이 때 가중치에 활용되는 교차 확률 (4)는 이전 학습 

라운드 동안 집계된 부호 결과와 사용자가 보내온 

부호가 다른 횟수를 세어 그 비율로 추정한다. 

𝑝̂𝑚,𝑛
𝑡 =

∑ 𝟏[𝑌𝑚,𝑛
𝑡 ≠ 𝑈̂𝑛

𝑡 ]𝑡
𝑖=1

𝑡
. (4) 

다만, 학습 초기에는 오차가 존재하는 샘플 수가 

부족하여 가중치가 다소 불안정할 수 있어, 초기 

구간에는 signSGD-MV 와 같이 가중치를 활용하지 

않는다. 추정한 이후 LLR 가중치를 업데이트하며, 

서버는 모든 성분에 대해 집계한 부호들을 다시 

사용자들에게 전송한다. 최종적으로, 각 사용자는 모델 

매개변수를 (5)와 같이 업데이트한다. 

x𝑛
𝑡+1 = x𝑛

𝑡 − 𝛿 ⋅ 𝑈̂𝑛
𝑡 , ∀𝑛 ∈ [𝑁]. (5) 

이 전체 학습 과정은 모델이 수렴할 때까지 반복된다. 

Ⅲ. 결론  

 
그림 1. 배치 모드에 따른 IT-signSGD 와 signSGD-

MV 의 학습 정확도 비교 그래프 

 

제안하는 IT-signSGD 알고리즘의 학습 성능을 

확인하기 위해 MNIST, CIFAR10 데이터셋을 분류하는 

모델 학습 시뮬레이션을 진행하였다. 총 𝑀 = 15 명의 

사용자가 학습에 참여하며, 이질적 연산 시스템을 

구상하기 위해 작은 𝐵𝑚 = 4을 사용하는 사용자 수를 0, 

9, 12, 14 명으로 늘려가며 배치 모드 1~4 를 구상하였다. 

그림 1 은 각 배치 모드에 따라 signSGD-MV 와의 학습 

정확도를 비교한 그래프로, 사용자들의 연산 능력이 

이질적으로 변할수록 IT-signSGD 가 더 우월한 성능을 

달성함을 확인할 수 있다.  
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